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Cuvantul adaptiv este intdlnit deseori in vorbirea curentd, in contexte care nu au
neapdrat o conotatie tehnica. Adaptarea vitezei de rulare a unei masini conditiilor
meteorologice, adaptarea unei plante la un mediu ostil sau adaptarea unei persoane
la un nou loc de munca sunt exemple care ilustreazd un acelasi principiu:
modificarea comportdrii unui sistem fizic sub actiunea unor factori externi in
sensul optimizarii performantelor acestuia. Aceleasi exemple practice pun in
evidenta si citeva caracteristici specifice oricarui proces adaptiv: a) modificarile nu
se petrec brusc, ci gradual, iar efectul acestora poate avea, temporar, un efect
nedorit, desi pe ansamblu conduc la efectul scontat (controlul unui autoturism pe
un drum acoperit de polei este un exemplu edificator in acest sens). In plus,
modificarile tin cont in mod nemijlocit de diferenta existentd intre comportarea
consideratd “doritd” si cea reald; b) pe masura ce procesul de adaptare evolueaza,
iar comportarea sistemului analizat se apropie de cea doritd, amplitudinea
modificarilor succesive se diminueaza; c) de reguld, putem cuantifica “tinta” inspre
care tinde sistemul. In multe situatii practice, chiar daca obiectivul nu este atins cu
exactitate, plasarea performantelor “suficient de aproape” de acesta este
acceptabild; d) este posibil ca uneori procesul de adaptare sa scape de sub control,
iar rezultatele sa fie complet nedorite.

In cuprinsul acestui capitol vom trece in revistd principiile de operare,
terminologia, parametrii caracteristici si ariile de aplicabilitate ale principalilor
algoritmi adaptivi descrisi in literaturd. Fard a diminua importanta versiunilor
neliniare ale tehnicilor adaptive, accentul va fi pus pe prezentarea metodelor cu
caracter liniar care, pe de o parte, beneficiaza de posibilitatea analizei riguroase a
dinamicii sistemelor considerate, iar pe de altd parte domina cu autoritate “piata”
aplicatiilor practice. Ne vom concentra cu precadere pe algoritmul de tip “scadere
dupa gradient”, respectiv pe implementarea practicd a acestuia sub forma familiei
de algoritmi de tip LMS (Least Mean- Squares), a caror eficienta va fi ilustrata prin
intermediul unor exemple sugestive. Nu in ultimul rand, vom evidentia si o serie de
elemente specifice implementarii algoritmilor adaptivi prin metode digitale.

Inainte de a intra efectiv in subiectul filtrarii adaptive este important si

recapitulam sumar cateva dintre notiunile fundamentale specifice teoriei proceselor
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aleatoare, care ofera suportul matematic necesar formalizarii riguroase a diverselor
aspecte specifice acestui domeniu. In Dictionarul Explicativ al limbii roméane

intalnim urmatoarea definitie a cuvantului aleator:

Aleator: care depinde de un eveniment nesigur;

supus intamplarii

Sunetul emis de un receptor radio dezacordat, imaginea de pe ecranul televizorului
la intreruperea accidentald a emisiei, distanta totald pe care o parcurgem pe jos in
fiecare zi, ori rezultatul aruncarii cu zarul reprezintd exemple care ilustreaza in
mod concret cele de mai sus. Caracteristica distinctiva a unor astfel de semnale (in
sensul de manifestari fizice purtatoare de informatie) consta in faptul ca acestea nu
pot fi descrise prin relatii matematice explicite, care sd permitd precizarea cu
exactitate a valorii lor la un moment dat. In fapt, evolutia acestora este ghidata de
legi probabilistice, care presupun un anumit grad de sansa, de intdmplare pentru ca
manifestarea respectiva sd conduca la un rezultat predefinit. Din acest punct de
vedere, semnalele aleatoare se deosebesc de cele deferministe, ale caror valori pot
fi precizate cu acuratete in orice moment.

Suportul teoretic care permite analiza semnalelor cu caracter aleator este oferit de
teoria probabilitatilor care, in principiu, analizeaza valorile medii ale unor
manifestdri fizice care se produc pe scard largd (de exemplu succesiunea
simbolurilor binare in transmisiunile de date, rezultatele jocurilor de noroc, ori
evolutia seriilor financiare). Puntea de legaturd dintre multitudinea de manifestari
fizice concrete si formalismul matematic unificator il joacd notiunea de variabila
aleatoare, exprimatd prin functia ce asociaza cate un numar fiecirui rezultat
posibil al unui experiment dat.

Un ansamblu de variabile aleatoare defineste un proces aleator. in Fig. 3.1 se
prezinta cateva realizari individuale ale unui proces aleator fictiv. Reprezentarea
graficd este caracteristicd unui proces continuu in timp (analogic) cu valori
necuantizate (de exemplu, un semnal radio), insd putem Intalni si procese aleatoare
discrete in timp, cu valori cuantizate (rezultatul aruncarii cu zarul) sau necuantizate

(cantitatea totald de apa bauta in decursul unei zile). In exemplele enumerate se
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Fig. 3.1 Realizari individuale ale unui proces aleator

presupune ca avem la indemand mai multi “subiecti” care permit Inregistrarea
succesiva a rezultatelor instantanee ale experimentelor propuse.

Un rol central in teoria probabilitatilor il joacd operatorul denumit “speranta
matematica” (expectation) care atagseaza unei variabile aleatoare valoarea rezultata
prin medierea aritmetica a unui numar teoretic infinit de realizari individuale ale
manifestarii fizice considerate. In functie de natura discretd sau analogicd a

experimentului, definitiile sunt [7]:

EX;=Y px
- 3.1)
E{X}= I xfy (x)dx

—oo

in care X desemneaza variabila aleatoare presupusa a avea n realizari posibile cu
probabilitdtile p; in cazul discret, respectiv densitatea de probabilitate fxx) in cazul
analogic.

In cele ce urmeaza ne vom referi exclusiv la procese aleatoare discrete in timp, ale
caror realizdri individuale sunt denumite serii de timp. Astfel de semnale se

intalnesc Tn mod natural in numeroase aplicatii practice sau pot proveni in urma
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esantiondrii unor semnale analogice. Dupd cum s-a mentionat anterior valorile
exacte ale unor variabile aleatoare (si, in consecinta, ale unor procese aleatoare la
un moment dat) nu pot fi precizate cu exactitate. In schimb, pot fi determinate
marimi statistice care ofera o caracterizare partiala a procesului considerat. Astfel,

pentru un proces aleator oarecare notat u[n] se definesc urmatoarele marimi [4]:

Valoarea medie: u[n]= Ef{uln]} (3.2)
Functia de autocorelatie: rln,n-k]=E{u[n]u*[n-k]} (3.3)

Functia de autocovarianta:  c[n,n-k]=E{(u[n]- u[n])(u[n-k]- u[n])*} (3.4)

Aceasta forma de caracterizare partiala oferd doud avantaje majore: a) se preteaza
la masuratori practice; b) permite procesarea liniara a proceselor aleatoare.

Un proces aleator este denumit stationar dacd toate marimile statistice care il
caracterizeazi nu depind in mod explicit de timp. In acest caz relatiile de mai sus

capatd forme mai simple, dupa cum urmeaza:

Valoarea medie: Un]l=u, Vn (3.5)
Functia de autocorelatie: r{n,n-k]=rlk], Vn (3.6)
Functia de autocovarianta: cn,n-k]=ck], Vn (3.7)

Mirimea c[0] = 6,> desemneaza dispersia procesului aleator. Un rol important il
joaca matricea de autocorelatie, definita astfel (simbolul H desemneaza operatia de
transpunere Hermitica, obtinutd prin combinatia dintre conjugarea complexa si
transpunerea uzuald):

r[0] M ..o M -1]

"] 0] ... [M-2]

R =E{u[nu’[n]} = (3.9)

1-M +1] r[-M +2] ... 1]0]
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3.1 Introducere

Metoda cea mai raspanditd prin care se introduc, in literatura de specialitate,
algoritmii adaptivi o reprezintd exemplul binecunoscutei probleme de filtrare
(liniara) optimala din teoria transmisiunii informatiei [4], descrisd generic prin
schema-bloc din Fig. 3.2. In esentd, aplicatia urmireste determinarea parametrilor
care definesc un filtru (liniar) la intrarea caruia se aplicd un semnal care include
doua componente, una considerata utila, iar cealaltd nedorita, astfel incat raspunsul
acestuia sa fie cAt mai “curat”, adicd sa contind cu precidere semnal util. In figura
se distinge prezenta unui semnal de eroare rezultat din compararea raspunsului real
al sistemului cu cel dorit, ce urmeaza a fi utilizat (tipic, Impreund cu semnalul de
intrare) pentru a determina valorile parametrilor filtrului. Acesta poate fi analogic
sau discret, liniar sau neliniar, iar semnalele de intrare, respectiv de iesire dorita,
sunt considerate, in general, realizdri individuale ale unor procese aleatoare'. Desi
prezente 1n literatura, filtrele adaptive analogice sunt foarte rar utilizate, astfel incat
in cele ce urmeazd ne vom ocupa numai de varianta discretd a acestora. De
asemenea, vom aborda doar tangential cazul filtrelor adaptive neliniare, teoria
acestora fiind pe larg descrisd in lucrdrile dedicate asa-numitelor retele neurale
artificiale [2].

A Raspuns dorit
) . +v_d[n]
Intrare Sistem discret | YInl-
u[0], u[1], ... liniar .
Y lesire T Eroare de estimare
- eln]

Fig. 3.2 Schema-bloc a unui filtru adaptiv

' Cuvéntul care ilustreaza intuitiv notiunea de semnal aleator este zgomotul. De regula,
acest cuvant este asociat cu senzatia de disconfort, care trebuie inlituratd sau macar
atenuatd. Deseori, zgomotul se suprapune peste ceea ce denumim de reguld “informatie

utila”, iar efortul de a le separa poate fi uneori extrem de anevoios.
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In legitura cu schema-bloc din Fig. 3.2 se pot face cateva observatii:

- desi caracterul liniar al filtrului utilizat nu este implicit, o astfel de conditie
simplicatoare a permis obtinerea unor rezultate teoretice importante, referitoare in
particular la determinarea, intr-o formd compacta si eleganta, a expresiei setului
optim de coeficienti ai filtrului sau a valorii erorii de estimare.

- filtrul este cu functionare discreta in timp, cu avantajul particular ca algoritmii de
procesare pot fi implementati folosind circuite digitale specializate. Mai mult, in
cele ce urmeaza vom utiliza in exclusivitate filtre discrete cu raspuns finit la impuls
- iesirea filtrului, notatd y[n], furnizeaza o valoare estimatd a unui semnal dorit
d[n]. Diferenta dintre aceste semnale constituie eroarea de estimare e[n]. In
conditiile In care atit semnalul de intrare cat si cel dorit reprezinta realizari
individuale ale unor procese aleatoare, eroarea devine ea insdsi un proces aleator cu
caracteristici statistice proprii. Scopul urmarit este cat se poate de evident:
minimizarea erorii de estimare conform unui criteriu statistic precizat. Acesta este
ales de regula dintre urmatoarele variante: a) valoarea patraticd medie a procesului
e[n]; b) media aritmeticad a valorilor absolute ale erorii; ¢) media aritmetica a unor
puteri de ordin superior ale valorilor absolute ale erorii. Teoria filtrarii optimale
utilizeaza prima dintre cele 3 variante dintr-un motiv justificat: doar in aceasta
situatie functia de cost (indexul de performantd), a carei minimizare va furniza ca
rezultat valorile optime ale coeficientilor filtrului, este o functie convexa cu o
valoare minima unica.

Fara a prezenta o demonstratie matematica care sa conduca la solutia problemei de
filtrare liniard optimald expusa anterior, mentionam direct rezultatul de interes,

exprimat sub forma celebrelor ecuatii Wiener—Hopf [4]:
Rwopt = p = Wopt = Rilp (39)
in care w,, desemneaza valorile optime ale coeficientilor filtrului (denumit in acest

context filtru Wiener), R este matricea de autocorelatie a procesului aleator aplicat

la intrare, iar p este vectorul de intercorelatie dintre intrare §i iesirea dorita:

p = Efuln]d *[n1} (3.10)
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Este usor de observat cd determinarea valorilor setului de coeficienti ai unui filtru
optimal Wiener presupune cunoasterea exacta a proprietatilor statistice ale datelor
prelucrate. Cand aceste informatii nu sunt disponibile (iar aceasta este situatia
tipica intalnitd in practica!) vectorul wyy nu se poate calcula, iar dacd se incearca
rezolvarea ecuatiilor de mai sus folosind valori estimate (si deci imprecise) ale
matricii R si vectorului p valorile coeficientilor filtrului nu vor mai fi optime.

Ca urmare, in aceste conditii se dovedeste utild folosirea unui filtru adaptiv, adica
a unui filtru care se “autoproiecteaza” astfel incat raspunsul acestuia sd se apropie
cat mai mult (In sens statistic) de cel dorit. Din nou sunt necesare cateva precizari:

- functionarea unui filtru adaptiv se bazeazad pe utilizarea unui algoritm (a unei
“retete”’) care permite modificarea intr-o manierd recursiva a valorilor setului de
coeficienti - alesi initial Tn mod arbitrar! - astfel incat sa fie asiguratd convergenta
in sens statistic citre valorile optime corespunzatoare solutiei ecuatiilor Wiener—
Hopf.

- dupa cum vom vedea, In decursul procesului de adaptare valorile setului de
coeficienti depind in mod explicit de valorile semnalelor de intrare, astfel incat un
filtru adaptiv este in realitate un sistem neliniar, in sensul ca nu respecta principiul
superpozitiei (desi raspunsul filtrului este totusi obtinut sub forma unei combinatii
liniare a semnalelor de intrare).

In decursul timpului au fost elaborate numeroase variante de algoritmi adaptivi,
fiecare cu avantaje si dezavantaje specifice. Se pot distinge urmatoarele 3 abordari
de principiu [4]:

a) Filtrul Wiener: ecuatiile Wiener-Hopf prezentate anterior sunt rescrise sub o
formda convenabild folosind o tehnicd binecunoscutd de optimizare denumitd
“scadere dupa gradient” (gradient descent). Deoarece in continuare ecuatiile includ
valorile matricii R si vectorului p (presupuse necunoscute), se inlocuiesc valorile
exacte ale acestora cu valori estimate (in fapt, cu valorile instantanee). Algoritmul
obtinut este denumit LMS (Least Mean-Squares) si reprezintd in multe situatii
referinta in raport cu care se compara performantele altor algoritmi.

b) Filtrul Kalman: teoria filtrului optimal Wiener a fost elaboratd pentru procese

aleatoare stationare. In cazul in care proprietatile statistice ale proceselor aleatoare
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implicate se modificd in timp abordarea anterioard devine mult mai dificila
deoarece suprafata de eroare al carei minim este cautat se modifica In permanenta,
astfel Incat algoritmul adaptiv trebuie s asigure nu numai convergenta catre solutia
optima, dar si urmarirea modificarii neincetate a acestei valori optime. Solutia este
oferitd de teoria filtrului Kalman, care admite drept punct de pornire formularea
unui model al aplicatiei considerate sub forma ecuatiilor de stare. Algoritmul
recursiv rezultat este mult mai rapid decat algoritmul LMS si mai putin dependent
de caracteristicile statistice ale datelor de intrare, insd presupune un volum de
calcul considerabil sporit.

c¢) Metoda Least-Squares: cele 2 tehnici prezentate anterior utilizeaza In mod
explicit o abordare statisticd, bazatd pe considerarea actiunii operatorului E{.}
asupra unui ansamblu de realizari individuale ale unor procese aleatoare. Un punct
de vedere complementar este oferit de luarea in consideratie a mediilor aritmetice
calculate in domeniul timp, pe cate o singurd realizare individuald a procesului
aleator de intrare, respectiv de iesire. Problema de filtrare liniard optimald se
formuleaza in acest caz Intr-o maniera principial aseménatoare cu ecuatiile Wiener-
Hopf (relatiile poartd denumirea de ecuatii normale), iar rezolvarea lor iterativa

este oferita de algoritmul Recurrent Least-Squares.

Functia de cost

Dupa cum s-a ardtat anterior, coeficientii unui filtru adaptiv suferd un proces
repetitiv de modificare sub actiunea unui algoritm menit sa conduca la obtinerea
unui raspuns cat mai “apropiat” de cel dorit, asemanarea fiind apreciatd conform
unui criteriu statistic precizat. Unul dintre cele mai des utilizate puncte de vedere in
definirea cadrului matematic al unei astfel de aplicatii il reprezinta teoria
optimizarii. Conform acestei abordari fiecarui set posibil de valori ale vectorului de
coeficienti ai filtrului adaptiv i se asociaza o valoare scalara, corespondenta fiind
asigurata de o asa-numita functie de cost. Scopul urmarit este de a identifica valori
particulare ale setului de parametri pentru care acest index de performanta atinge
valori extreme.
In cea mai mare masurd, teoria filtrarii adaptive se bazeaza pe utilizarea criteriului

denumit eroare patratica medie, definit pe baza erorii de estimare in felul urmator:
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J(w)=E{| en] |} = E{|d[n]- y1n][ } (3.11)

unde y[n]=w"”u[n] desemneazi iesirea filtrului adaptiv. Definitia anterioard

include actiunea operatorului £{.} asupra unui ansamblu de realizari individuale
ale proceselor aleatoare implicate si este specifica abordarii de tip filtru Wiener. In
mod alternativ, se poate utiliza si operatia de mediere in domeniul timp, specifica

abordarii de tip Least-Squares si care conduce la urmatoarea definitie [4]:
C 2 X . 12
J(w,n)="| il ZZ‘d[Z]—wHu[l]‘ (3.12)
i=1 i=l1

Este important de observat ca 1n acest caz expresia functiei de cost depinde in mod
explicit si de intervalul de timp considerat, astfel incat valorile optime ale
vectorului de coeficienti se vor modifica ele nsele in timp.

Avantajul major al unei astfel de functii de cost rezida in caracterul convex al
acesteia, manifestat prin prezenta unei valori minime unice care va conduce la
determinarea unui set de asemenea unic de valori optime ale coeficientilor filtrului
adaptiv considerat. Meritd mentionat in acest context faptul cd aceastd
caracteristicd nu este prezentd in cazul unor filtre adaptive discrete cu raspuns
infinit la impuls (Infinite Impulse Response - 1IR) si nici al celor neliniare
(implementate sub forma retelelor neurale), situatii in care sunt prezente numeroase
valori minime locale, corespunzitoare unor solutii suboptimale. In aceste conditii,
alegerea judicioasd a valorilor initiale ale setului de coeficienti ai filtrului este
determinanta pentru obtinerea unor performante acceptabile'.

In Fig. 3.3 sunt ilustrate modalititile tipice de reprezentare ale functiei de cost sub
forma unei suprafete de eroare, respectiv prin curbe de nivel constant (de forma

unor elipse). Valoarea minimd a functiei de eroare (atinsd pentru w = W) este:

J =0, —p"W (3.13)

min opt

! Acesta este motivul pentru care, in practica, in astfel de situatii se vor efectua experimente
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= O

w1
a) b)

Fig. 3.3 Eroarea patratica medie: a) hipersuprafatd parabolica; b) curbe de nivel constant

Parametri specifici

Existd o serie de parametri care caracterizeazad modul de operare al unui filtru
adaptiv, utili in a aprecia comparativ performantele numeroaselor solutii propuse in
literatura [4]:
- viteza de convergentd: reprezintd numdrul de iteratii necesar unui algoritm
adaptiv care opereaza cu semnale provenind din procese aleatoare stationare pentru
a ajunge “suficient de aproape” de (ideal, sd coincida cu) solutia corespunzatoare
ecuatiilor Wiener-Hopf. Desi este de dorit ca viteza de convergenta si fie cat mai
mare, in realitate optimizarea acestui parametru se poate face doar in detrimentul
altor caracteristici.
- misadjustment. vom vedea pe parcursul urmatorului paragraf cid nu este
intotdeauna posibil ca valorile finale ale setului de coeficienti ai filtrului sa
coincidd cu cele furnizate de solutia ecuatiilor Wiener-Hopf, notate wy. Ca
urmare, nici valoarea finald a functiei de eroare nu va fi optima, ci va fi mai mare
decat cea corespunzatoare utilizdrii setului wy (acesta este unul dintre “preturile”
platite pentru imposibilitatea practica de a preciza cu exactitate marimile statistice
de interes, adicd matricea de autocorelatiec R si vectorul p). Parametrul denumit
misadjustment masoard (printr-o marime relativd, exprimata in procente) tocmai
aceasta “Indepartare” a erorii finale fatd de cea ideala.
- proprietati numerice: In implementarea oricarui algoritm de prelucrare numerica

de semnal sunt fundamentale aspectele legate de efectul utilizarii unei rezolutii
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finite in reprezentarea numerelor in forma binard. De interes in acest context sunt
erorile de cuantizare, respectiv cele de trunchiere. Doua sunt aspectele care trebuie
avute in vedere In cazul particular al algoritmilor adaptivi: stabilitatea numerica,
care se refera la faptul ca setul de coeficienti ai filtrului converge catre valori finite
chiar in conditiile efectelor datorate procesului de cuantizare, respectiv acuratetea
numericd, care indicd rezolutia necesara (numarul de biti) in reprezentarea datelor
de lucru, respectiv a setului de coeficienti ai filtrului.

- arhitectura sistemului digital: se refera de asemenea la aspecte vizand
implementarea hardware a diversilor algoritmi de procesare numerica de semnal,
fiind atractive solutiile care presupun un grad inalt de paralelism, de modularitate si
un flux sporit de date prelucrate.

- complexitatea algoritmului: operatiile tipice implicate in definirea unor tehnici de
prelucrare numerica de semnal sunt adunarea §i inmultirea. Timpul necesar
efectudrii unei singure iteratii a unui algoritm adaptiv exprima complexitatea sa si
va fi influentat direct de numarul acestor operatii aritmetice, de frecventa apelurilor

de memorie si nu in ultimul rand de efortul de programare solicitat.

Aplicatii specifice

Filtrele adaptive au fost aplicate cu succes In numeroase domenii, printre care
transmisiuni de date, prelucrarea semnalelor radar, seismologie, inginerie
biomedicald. Se disting patru clase principale de aplicatii, ale caror scheme-bloc se
prezintd in Fig. 3.4, abordate cu succes folosind atét filtre adaptive liniare cat si
versiuni neliniare (In toate aceste categorii de aplicatii rezultatele obtinute cu metodele
neliniare sunt de reguld mai performante, insa “pretul” platit se refera la dificultatile
sporite de a asigura stabilitatea sistemelor, volumul mai mare de calcul si posibilitatea
de cantonare in solutii suboptimale). Diferentele dintre acestea se refera in special la
natura semnalului cu rol de raspuns dorit la iesirea filtrului. De asemenea, mentionam
din nou cid abordarea folositd predominant este de naturd discreta, Insd au fost
raportate si aplicatii bazate pe folosirea unor filtre adaptive analogice.
¢ identificare de sistem: rolul filtrului adaptiv este de a furniza un model al unui
sistem necunoscut. in acest gen de aplicatii atat filtrul adaptiv cat si sistemul

necunoscut primesc la intrare acelasi semnal, iar diferenta dintre iesirile acestora
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defineste semnalul de eroare care este folosit pentru modificarea recursiva a
coeficientilor filtrului. Existd mai multe elemente care trebuie avute 1n vedere in acest
gen de aplicatii, indiferent dacad metoda utilizata are sau nu caracter adaptiv, dintre
care mentiondm: achizitionarea datelor de intrare-iesire Intr-o maniera care sa limiteze
(sau macar sd permitd estimarea cat mai precisd pentru) nivelul de zgomot suprapus
peste semnalele utile, alegerea unui model adecvat si a algoritmului de estimare a
valorilor parametrilor acestuia, utilizarea drept intrare a unui semnal capabil sa excite
toate frecventele naturale ale sistemului necunoscut (de regula, de tip zgomot alb),
folosirea unei metode de validare a calitatii modelului obtinut. Aceasta directie de
cercetare este foarte bine acoperitd 1n literaturd si beneficiaza de o paletd extrem de
largd de tehnici, nu neaparat adaptive. Testarea validitatii modelului obtinut este
fundamentald, fiind disponibile criterii statistice riguroase in special in cazul
modelelor liniare.

* modelare inversi (deconvolutie): n acest caz rolul filtrului adaptiv este de furniza
un model invers pentru un sistem necunoscut, in general insotit de zgomot. in cazul
unor sisteme liniare, modelul cautat are o functie de transfer egala cu inversa functiei
de transfer a sistemului necunoscut. Semnalul dorit este dat de versiunea, in general
intirziatd, a semnalului de intrare in sistem. Un aspect fundamental este legat de
asigurarea stabilitatii modelului invers obtinut, un exemplu in acest sens fiind oferit de
aplicatiile in care sistemul original este un sistem discret liniar si invariant in timp,
care nu este de faza minima (zerourile functiei de transfer sunt plasate in afara
doemniului de stabilitate al filtrului). Au fost elaborate tehnici speciale care permit
asigurarea stabilitatii unor astfel de filtre adaptive, de exemplu prin readucerea
“fortatd” a singularitatilor sistemului in domeniul de stabilitate ca etapa premergatoare
actualizarii propriu-zise a coeficientilor filtrului considerat. Un exemplu practic de
aplicatie inclusd in aceastd categorie este egalizarea adaptivd a canalelor de
transmisiuni de date.

e predictie: rolul filtrului adaptiv este de a aproxima cat mai bine valoarea unui
semnal la un moment dat pe baza unui numar finit de valori anterioare ale acestuia.
Ideea fundamentala care justifica atingerea unui asemenea obiectiv consta in supozitia

ca valorile succesive ale semnalului analizat respectd in mod obiectiv o dependenta
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functionala (in cazul cel mai simplu, liniard) bazatd pe un numar limitat de parametri,
ale caror valori pot fi estimate folosind un algoritm adaptiv adecvat. In cazul liniar,
modelele considerate se aleg de reguld dintre urmatoarele 3 variante: autoregresiv
(AR), cu medie alunecatoare (MA), respectiv combinatia acestora (ARMA) [7].
Numarul de parametri care descriu modelul (si care definesc ordinul acestuia) se
estimeaza folosind criterii statistice consacrate. In unele situatii informatia de iesire
este dependentd nu numai de valorile anterioare ale semnalului analizat, ci si ale altor
semnale. In plus, natura acestei dependente poate varia in timp, sistemul adaptiv fiind
fortat sa asigure pe de o parte convergenta rapida a valorilor parametrilor si pe de alta
parte urmarirea modificarilor aparute in procesul fizic analizat. Exemple practice de
aplicatii sunt tehnica LPC (Linear Predictive Coding) utilizatd in prelucrarea
semnalelor vocale, metoda ADPCM (Adaptive Differential Pulse Code Modulation)
folosita in transmisiuni de date, predictia seriilor financiare.

« filtrare de zgomot: spre deosebire de cazurile anterioare, in acest gen de aplicatii
apar 2 intrari. Intrarea primard este constituitd dintr-un semnal util peste care este
suprapus zgomot. La cea de a doua intrare se aplicd numai un semnal de tip zgomot
prelevat dintr-un punct foarte apropiat sursei de semnal primar, astfel incét acesta sa
fie puternic corelat cu cel prezent in semnalul primar. Rolul filtrului adaptiv este de a
furniza la iesire un semnal cat mai apropiat de componenta de zgomot prezentda in
semnalul primar, astfel incat prin scadere sé obtinem un semnal mai “curat”. Exemple
concrete sunt oferite de aplicatiile de tip ANC (Active Noise Control) folosite pentru
diminuarea nivelelor de zgomot in instalatii industriale (spre exemplu, 1n sistemele de
ventilatie sau tesatorii), dar si in spatii inchise de mici dimensiuni (habitaclul
autoturismului, casti audio), eliminarea ecourilor pe liniille de comunicatii (echo
cancelling), imbunatatirea calitatii receptiei in medii afectate de nivele mari de
zgomot (cabine de tancuri sau elicoptere). In unele situatii componenta utila din

semnalul primar poate fi de amplitudine mult mai mica decat cea datorata zgomotului.
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Fig. 3.4 Aplicatii ale filtrelor adaptive:
a) identificare de sistem; b) filtrare inversa; c) predictie; d) filtrarea zgomotului
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3.2 Algoritmi de filtrare adaptiva

Este important de subliniat inca de la Tnceput ca o aplicatie de filtrare adaptiva nu
admite o solutie unici. In fapt, avem la dispozitie un intreg arsenal de tehnici
diferite, fiecare avand avantaje si dezavantaje specifice, iar alegerea uneia sau
alteia dintre variantele posibile trebuie sa ia in considerare criterii precum viteza de
convergenta, volumul de calcul si de memorie necesar, ori efectul aparitiei erorilor
specifice implementarii algoritmului folosind circuite care oferd precizie limitata.
In cele ce urmeaza vom trece in revistid citeva exemple de algoritmi adaptivi
reprezentativi, anume algoritmul LMS (Least Mean-Squares), algoritmul RLS
(Recurrent Least-Squares) si filtrul Kalman. Acesti algoritmi au fost elaborati in
contextul utilizarii unor filtre liniare, Insé cu modificari specifice se regisesc si In
cazul filtrelor neliniare, In particular al retelelor neurale. Aspectele teoretice
fundamentale sunt prezentate in binecunoscute lucrari de referinta [4, 9], astfel
incat ne vom rezuma la a introduce terminologia corespunzatoare, a defini
expresiile matematice proprii fiecarui algoritm si de a sublinia o serie de elemente

utile 1n aplicatiile practice.

3.2.1 Algoritmul LMS

Dupa cum s-a prezentat in paragraful anterior, una dintre abordérile cele mai des
utilizate in teoria filtrarii adaptive este cea bazatd pe formularea unei astfel de
aplicatii sub forma unei probleme de optimizare. In mod concret, se defineste un
criteriu de performantd sub forma unei functionale care asociaza fiecarui vector de
coeficienti ai filtrului o valoare scalara care depinde si de proprietatile statistice ale
semnalelor de la intrarea si iesirea doritd a acestuia. Aspectul geometric al
suprafetei multidimensionale corespunzatoare functiei de eroare rezultate poate fi
foarte complicat, insd in cazul particular al unui filtru discret liniar de tip FIR si al
erorii patratice medii aceasta se prezintd ca o suprafatd parabolica de forma
convexd, avand o valoare minima unica. Tinand cont de relatiile (3.9) si (3.11)

expresia functiei de eroare se poate scrie sub forma:

Jw)=w'"Rw-p"w-w'p+o,/=J_ +(w-w, )" R(wW -w,,) (3.14)

opt
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unde J;;, este valoarea minima a erorii descrisa prin relatia (3.13).
Se observa imediat ca vectorul de coeficienti corespunzator acestei valori minime
este chiar setul optim definit de ecuatiile Wiener-Hopf! In principiu, rezolvarea
acestui sistem de ecuatii s-ar putea efectua “dintr-un singur foc” printr-un calcul
pur algebric indicat in ecuatia (3.9), insd Tn multe situatii practice apar dificultati
datorate dimensiunilor mari ale matricilor implicate sau probleme de stabilitate ale
metodelor numerice folosite in inversarea matricii de autocorelatie R.
Determinarea valorilor extreme ale unei functii de mai multe variabile poate fi
asigurata printr-o paletd largd de metode, expuse cu acuratete in textele referitoare
la tehnicile de optimizare. Una dintre cele mai des folosite solutii o reprezinta
sciderea dupid gradient (gradient descent), care in esentd se bazeaza pe
modificarea succesivd a variabilelor pe directia si in sens invers gradientului
functiei supuse procesului de optimizare. In cazul particular al erorii patratice
medii expresia gradientului se poate scrie compact sub forma [4]:

VWJ:(B—JJ: _2p+2Rw (3.15)
ow

i

Modul de operare al algoritmului este descris prin relatia urmatoare si prezentat

detaliat in Tabelul 3.1 (constanta pozitiva n este denumita constanta de adaptare):
wln+1]=w[n] —%UVWJ = w[n]+7(p — Rw[n]) (3.16)

Analiza teoretica a algoritmului de tip scddere dupa gradient permite evidentierea
urmatoarelor aspecte [4, 9]:

- stabilitatea algoritmului (convergenta catre valorile optime) este asiguratd pentru
o gama de valori ale constantei de adaptare cupinsa in intervalul 0 <n < 2/Ap.x ,
unde A,,x desemneaza valoarea proprie maxima a matricii de autocorelatie R.

- viteza de convergentd a componentelor vectorului w catre valorile optime W
poate fi apreciata cu ajutorul unor constante de timp cuprinse in intervalul:

S S
In(1-7n4,,,) In(1-74,;,)

(3.17)
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- evolutia in decursul procesului de convergentd a erorii patratice medii este

descrisa de relatia:

2

Jn]=J, + fﬂk (1-p4,) |v.[01 (3.18)

in care vectorul v[n] se defineste prin relatia v[n] = Q" (wopt - w[n]) (matricea Q

are drept coloane vectorii proprii ai matricii de autocorelatie R).

Este usor de observat ca relatia recursiva care exprima modul de operare al
algoritmului include matricile R si p. In multe situatii practice, datorita
aleatoare implicate, aceste marimi nu sunt disponibile, astfel Incat suntem nevoiti
sd utilizam valori estimate ale acestora. Cea mai simpla metoda de estimare consta
in Inlocuirea valorilor exacte ale matricilor mentionate anterior — calculate prin
actiunea operatorului de mediere E{.} pe un ansamblu de realizari individuale ale
proceselor aleatoare considerate — prin valorile lor instantanee. Procedeul sta la
baza formularii algoritmului denumit Least Mean-Squares (LMS) si este prezentat
in Tabelul 3.2.

Tabelul 3.1: Algoritmul de tip scadere dupa gradient (gradient descent)

Variabile si parametri:

Vectorul de coeficienti la iteratia n: w[n] = {wo[n] wi[n] wa[n] ..wy1[n]}"
Vectorul de intrare la iteratia n: u[n] = {u[n] u[n-1] ... u[n-M+1]}"
Réspunsul dorit la iteratia n: d[n]

Matricea de autocorelatie a intrarii: R = E{u[n]u”[n]}
Vectorul de intercorelatie intrare-iesire: p = E{u[n]d*[n]}
Gradientul functiei de eroare la iteratia n: VJ, [n]=-2p+2Rw[n]
Constanta de adaptare: 0<n<l1
Initializare:

Valoarea initala a coeficientilor: w[0] (tipic = 0)

Calcul iterativin=1, 2, ...

Se adapteaza valorile coeficientilor: w[n+1] = w[n] + n{p - Rw[n]}
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Tabelul 3.2:  Algoritmul Least-Mean Squares (LMS)

Variabile si parametri:

Vectorul de coeficienti la iteratia n: wn] = {wy[n] w,[n] w[n] ...WM_][I’I]}T
Vectorul de intrare la iteratia n: u[n] = {u[n] u[n-1] ... u[n-M+17}"
Raspunsul dorit la iteratia n: d[n]

Réspunsul filtrului la iteratia n: y[n] = w"[n]u[n]

Eroarea de estimare la iteratia n: e[n] =d[n] — y[n]

Valoarea estimata a matricii A

de autocorelatie a intrarii:

Valoarea estimata a vectorului de -
X o g el p[n]=u[n]d*[n]
intercorelatie intrare-iesire dorita:

Valoarea estimata a gradientului
functiei de eroare la iteratia n:

VJ, [n]= —2u[n]d*[n] + 2u[n]u" [n]w[n]

Constanta de adaptare: 0<n<l1
Initializare:
Valoarea initala a coeficientilor: w[0] (tipic = 0)

Calcul iterativin=1, 2, ...

Se adapteaza valorile coeficientilor: w[n+1]=w[n] + nu[n]e*[n]

Avantajul principal al acestui algoritm consta in simplitatea sa, insa sunt necesare o
serie de observatii:

- spre deosebire de algoritmul de scadere dupa gradient, la care modificarea setului
de coeficienti se face determinist, strict pe directia gradientului functiei de eroare,
in cazul algoritmului LMS apare un zgomot de gradient (datorat lucrului cu
valorile estimate si nu cele exacte ale acestei marimi), care imprima modificarilor
un caracter aleator - nu intotdeauna pe directia gradientului! - desi in medie
evolutia urmareste aceasta directie.

- din acelasi motiv, valorile finale ale setului de coeficienti ai filtrului nu se mai
stabilizeazd la wy (solutia ecuatilor Wiener-Hopf), ci fluctueazi permanent in
mod aleator in jurul acestora. Ca urmare, avem de-a face si cu o modificare a

notiunii de convergenta a algoritmului. Astfel, se considerd urmatoarele 2 definitii:
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Convergenta in valoare medie: E{w[n]}->w,,  (3.19)
Convergentd in valoare patratica medie: J[n] = J(e0), J(0) > J . (3.20)
Pentru a asigura convergenta conform acestor definitii, constanta de adaptare

trebuie sa satisfaca urmatoarele conditii [4]:

2
O<n<——
77 /,lmax
(3.21)

i=l 2- 77/1-

Se poate arita ca relatiile anterioare conduc la formularea unei conditii usor de
utilizat 1n practica, anume ca valoarea constaneu de adaptare n trebuie aleasa invers
proportional cu puterea semnalului aplicat la intrare [4].

- existd un “pret” care se plateste pentru simplificarea majorda datoratd estimarii

valorilor matricilor R si p: valoarea finala a erorii patratice medii, notata J(eo), va

fi mai mare decat cea corespunzatoare folosirii setului de coeficienti optim Wy

J(oo) = —“min (3.22)

Parametrul denumit misadjustement exprima cantitativ aceastd abatere (de regula,

in valori procentuale):

M
Z n4,
o) — . ; - ; < i
_ S _ T 2-14 :gZﬂ:% (3.23)
i=1

Constanta de timp asociatd procesului de convergenta a algoritmului este:

1 1 &
T~—— unded ., =—>A 3.4
277/1 u ‘mediu M g T ( )

‘mediu i=1

Au fost elaborate si o serie de variante la algoritmul LMS standard, menite sa

corecteze unele dintre dezavantajele acestuia, printre care viteza redusd de
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convergenta, aparitia unor probleme de naturd numerica la implementarea hard a
algoritmului datorate preciziei finite de lucru (in acest caz se manifestd efectul
erorilor de cuantizare), zgomot de gradient apreciabil in cazul lucrului cu semnale
de intrare cu gama dinamica mare (in acesta situatie variatia valorilor coeficientilor
filtrului de la o iteratie la alta este prea mare). In Tabelul 3.3 se prezinti cateva
dintre variantele utilizate des 1n aplicatii, iar mai jos se indica functia MATLAB

care implementeaza varianta standard a algoritmului.

Tabelul 3.3: Variante ale algoritmului LMS

LMS cu moment: Aw[n] =nu[n]e*[n] + cAw[n-1]
LMS normalizat: Awln] = win+1]-win] = 7oL 1]
Jutn]]
LMS “cu pierderi” (leaky-LMS): w[n+1] = (I-no)w[n] + nu[n]e*[n]
LMS “cu semn” Aw[n] = nu[n] sign{e[n]}

Ims.m: Functie MATLAB care implementeaza algoritmul LMS
function [W, MSE| = Ims(u, d, mu, K, M);

% u - semnal de intrare

% d - semnal de iesire dorit

% mu - constanta de adaptare

% K - numar iteratii

% M - ordinul filtrului adaptiv

% W - coeficientii filtrului adaptiv
% MSE - eroarea patratica medie

MSE = zeros(1,K); % alocare memorie pentru salvarea erotii experimentului curent

W = zeros(M,1); % wvalori initiale ale coeficientilor filtrului
X = zeros(M,1); % initializarea ferestrei de date aplicate la intrarea filtrului
for k=1:K % bucla indexata de numarul de iteratii pentru un experiment
X = [u(k); X(1:M-1)]; % vector de intrare la iteratia curenta
y = W™X; % iesirea filtrului la iteratia curenta
e =dk)-y; % eroarea de estimare laiteratia curenta
W = W+2*mu*e*X; % actualizarea valorii coeficientilor
MSE(k)=e"2; % eroarea patratica instantanee

end
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3.2.2 Algoritmul Recurrent Least-Squares (RLS)

Problema de filtrare liniard optimald poate fi abordatd si dintr-o perspectiva
complementara celei specifice filtrului Wiener, renuntdnd la punctul de vedere
statistic, bazat pe considerarea unui ansamblu de realizari individuale ale unor
procese aleatoare cu rol de intrare si iesire doritd a filtrului si Inlocuindu-l cu o
abordare temporald. In mod concret, actiunea operatorului statistic de mediere £{.}
este inlocuitd cu simpla mediere aritmetica a valorilor unor realizari particulare
unice ale proceselor aleatoare mentionate anterior.

Ca si 1n paragrafele precedente vom considera in continuare un filtru discret cu
raspuns finit la impuls de ordin M, avand setul de coeficienti w = [w, w; ... WM_l]T,
a carui iesire la un moment dat se poate calcula pe baza relatiei:

M-1

ynl= > wrk]uln-k] (3.25)

k=0

Functia de cost utilizatd pentru determinarea coeficientilor filtrului este data de
suma valorilor pétratice ale erorilor de estimare instantanee:
n,

Jw)=>" le[n]

n=n

, unde e[n]=d[n]-y[n] (3.26)

Valorile n; si n, desemneaza limitele intervalului de timp pe care efectueza
minimizarea. Urmand un mod de calcul oarecum similar celui care conduce la
formularea ecuatiilor Wiener-Hopf se poate ajunge la un sistem de ecuatii
asemanator, cunoscut sub denumirea de ecuatii normale [4, 9], cu particularitatea
ca matricea de autocorelatie R corespunzitoare intrarii, precum si vectorul de
intercorelatie intrare-iesire p sunt inlocuite de variantele calculate prin mediere

temporald, conform relatiilor urmatoare:

F ] 1 N

unctia de autocorelatie ot k)= Z uln-kKlu*[n-11,0 <,k <M—-1 (3.27)
temporala: =M
F . ) . .

unctia de intercorelatie O[-k] = ZM[n “Kld*[n], 0<k<M-1 (3.28)
intrare-iesire dorita: i=M
Sistemul de ecuatii normale: Ow =0 (3.29)
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In ultima relatie intervin urmatoarele marimi:

Matricea d ¢9(0,0] g1,0] - M —1,0]
atricea de
9(0,1] ZIN I oM —1,1]
autocorelatie ® = : S : (3.30)
temporald: HOM =11 LM =1] - M 1M 1]
Vectorul de
intercorelatie 0 = {001 6[-1] -+ O[-M+1]}" (3.31)
temporala:
Valorile optime ale setului de ponderi ale filtrului rezulta sub forma:
Wopt = q)%@ (3.32)

Rezolvarea ecuatiei matriciale de mai sus nu este, de reguli, o chestiune simpla. in
particular, merita observat faptul ca matricea de autocorelatie temporald @ nu este
in general patratica, astfel incat pentru calculul matricii @' trebuie sa apelim la
ceea ce se numeste pseudoinversa [11]. Un instrument elegant si eficient pentru
calculul inversei unei matrici cu dimensiuni oarecare este oferit de metoda Singular
Value Decomposition (SVD) [11]. O solutie alternativa este oferitd de posibilitatea
de a calcula valorile optime ale setului de coeficienti w intr-o maniera recursiva,
astfel incat la aparitia fiecarei noi perechi de date intrare-iesire doritd sd putem
actualiza vechile rezultate. In acest scop, matricile care intervin in formularea

setului de ecuatii normale se rescriu sub forma:

®[n] = Z A ufila[i] = A®[n -1]+u[n]u’[n]
= (3.33)

o[n] = Z A[ild *[i] = AO[n - 1]+u[n]d *[n]

i=1
unde parametrul 0< A<1, denumit factor de “uitare” (forgetting factor), exprima

proprietatea potrivit careia in evaluarea acestor matrici valorile cele mai recente au
o pondere mai importantd decat cele vechi. Pasul urmator il reprezintd utilizarea
unui rezultat algebric celebru denumit “lema de inversiune a matricilor” [4], care

ofera posibilitatea de a calcula inversa matricii de autocorelatie temporald ®[n] pe

baza unei relatii de recurentd. Se ajunge astfel la formularea algoritmului adaptiv
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denumit Recursive Least-Squares (RLS), a carui expresic matematica este
prezentatd in Tabelul 3.4, iar in continuare functia MATLAB care indica
implementarea algoritmului. In relatiile din tabel semnalul ofn] desemneazi
eroarea de estimare corespunzitoare utilizarii “vechilor” valori ale setului de
coeficienti ai filtrului (anterioare etapei de actualizare de la momentul n, motiv
pentru care aceastd marime este denumitd eroare a priori), iar parametrul &
reprezintd o valoare scalara pozitiva micd, utilizatd in initializarea matricii

P[n]=® '[n]. Algoritmul RLS asigurd o vitezd de convergenti mult mai mare

decat algoritmul LMS, insi este mult mai laborios. In plus, dupa cum se va arita in
paragraful urmator, acest algoritm este sensibil la aspectele de naturd numerica

datorate utilizarii unei rezolutii finite in implementarea hardware.

Tabelul 3.4 Algoritmul RLS

Variabile si parametri:

Vectorul de coeficienti la iteratia n: win] = {wo[n] wi[n] wa[n]...wn.1[n]}"
Vectorul de intrare la iteratia n: u[n] = {u[n] u[n-1] ... u[n-M+1]} "
Raspunsul dorit la iteratia n: d[n]

Eroarea de estimare a priori la iteratia n: o[n] = d[n] — w"[n-1]u[n]
Vectorul de castig (gain) la iteratia n: Kk[n]

Inversa matricii de autocorelatie temporala

—®!
la iteratia n: P[n] =@ [n]
Initializare:

Valoarea initiald a matricii P: P[0]=5"T

Valoarea initald a vectorului .
o w[0] (tipic = 0)
de coeficienti:

Calcul iterativin=1, 2, ...

Se adapteaza valorile parametrilor K[n] = A7'P[n—1u[n]
1+ A" [n]P[n —1]u[n]
a[n] =d[n] - W[n-1]Ju[n]
Wn] = W[n-1] + k[n]o*[n]
P[n] = A'P[n-1] - A'k[n]u"'[n]P[n-1]

de interes:
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rls.m: Functie MATLAB care implementeaza algoritmul RLS
function [W] = tls(u, d, lambda, delta, K, M);

% u - semnal de intrare

%d - semnal de iesire dorit

% lambda, delta - constante din Tabelul 3.4
% K - numar iteratii

% M - ordinul filtrului adaptiv

% W - coeficientii filtrului adaptiv

W = zeros(M, 1); % initializarea coeficientilor filtrului
P = eye(d)/delta; % initalizatea matricii P
X=zeros(M,1); % initializarea ferestrei de date aplicate la intrarea filtrului

fork =1:K

X = [uk); X(1:M-1)];
kappa = lambda + u™*P*u;
k_gain = P*u / kappa;
alpha = d(k) - W*X;

W =W + k_gain * alpha;
Pp = k_gain *u' * P;

P = (P - Pp) / lambda;

end

3.2.3 Filtrul Kalman

Problema de filtrare liniard optimald a fost abordata pe parcursul paragrafelor
anterioare din perspectiva teoriei filtrului Wiener, bazatd pe minimizarea unei
functii de cost dependente de eroarea de estimare, calculata la randul ei pornind de
la ecuatia care exprimi legitura intrare-iesire a filtrului considerat. In plus,
algoritmul RLS expus anterior a introdus principiul elegant al calculului iterativ al
marimilor de interes, cu avantaje majore asupra performantelor algoritmului. Un alt
punct de vedere in solutionarea problemei studiate este oferit de asa-numitul filtru
Kalman, care pastreazid ideea calculului recursiv, insd introduce descrierea
sistemului adaptiv analizat prin ecuatii de stare. O asemenea abordare permite
extinderea comoda a teoriei la aplicatii cu intrdri/iesiri multiple si, mai important,
ofera cadrul de operare cu semnale reprezentdnd manifestari ale unor procese
aleatoare nestationare.

In cele ce urmeaza ne vom referi la varianta discretd a acestui algoritm, cu
mentiunea cd exista analize teoretice si ale variantei analogice, mai putin Intalnita

in aplicatii. Astfel, sd consideram vectorul notat x[n] ca reprezentand un set de M
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parametri ai unui sistem dinamic liniar ce definesc starea sistemului la momentul

de timp n. Sistemul furnizeaza un semnal de iesire accesibil masuratorii pentru un

interval de timp cu durata de N esantioane si poate fi caracterizat prin ecuatiile [4]:
X[n+1]=®[n+1,n]x[n]+ v [n]

(3.34)
y[n] = Cln]x[n]+v,[n]

in care ®[n+1,n] desemneaza asa-numita matrice de tranzitie a starilor, vi[n] este
denumit zgomot de proces si este modelat ca un proces aleator de tip zgomot alb cu
valoare medie nuld si matrice de autocorelatie Q[n], C[n] este o matrice de
dimensiune NxM, iar v,[n] este zgomotul de masura, considerat de asemenea cu
valoare medie nula si matrice de autocorelatie Q,[n]. Matricile ®[n+1,n] si C[n] se
considerd cunoscute, iar procesele aleatoare vi[n] si Vv,[n] sunt statistic
independente.

Sa presupunem acum ca dispunem de o valoare prezisa a vectorului de stare la un
moment dat n, notatd cu X[n] , bazatd pe totalitatea informatiei disponibile
inaintea momentului n. In plus, se cunoaste si matricea de covarianti a erorii de

estimare corespunzatoare momentului n (presupusa cu valoare medie nula):
Pn]" = Efe[n] e[n]"} = E{(x{n]—X[n] )(x[n]-X[n] )"} (3.35)

Ideea de baza este de a imbunatati valoarea prezisa X[n] folosind informatia
suplimentara adusa de valoarea masurati la momentul n, anume y[n]. Valoarea
actualizatd a starii estimate la momentul n, notata X[n], se alege sub forma unei
combinatii liniare intre valoarea anterioard X[n] si eroarea de predictie la

momentul n:

X[n] = X[n] +G[n](y[n]- C[n]X[n]) (3.36)

unde factorul G[n] este denumit castig Kalman (Ka/man gain) si se determind in
asa fel incat valoarea estimatd X[n] sa fie optima conform unui criteriu statistic
precizat. In literaturd este folositi eroarea patratici medie drept criteriu de
apreciere a optimalitatii solutiei si in acest caz se demonstreaza ca valoarea optima

a factorului G[n] se poate scrie sub forma:
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G[n] = ®[n+1,n]P[n] C[n]" (C[n]P[n] C[n]" +Q,[n])' (3.37)

Un element de dificultate in ecuatia anterioara este dat de necesitatea de a dispune
de matricea de corelatie P[n] . Aceasta se calculeaza in mod recursiv sub forma

unei ecuatii cu diferente de tip Ricatti:

Pln+1]" = ®[n+1,n]P[n]®" [n+1,n]+Q,[n] (3.38)
in care matricea de corelatie P[n] este descrisa de ecuatia:

P[n]=P[n-1] —®[n,n+1]G[n]C[n]P[n-1] (3.39)

Relatiile anterioare se aplica iterativ, permitand calcularea valorilor prezise ale
marimilor de interes la momentul (n+1) pe baza informatiilor disponibile pind la
momentul n inclusiv, dupa cum se prezintd in Tabelul 3.5. Singurii parametri
disponibili pentru a controla evolutia filtrului Kalman sunt valoarea initiald a
matricii de covariantd a erorii de estimare P[0] si matricile de autocorelatie Q,[n] si
Q,[n]. Alegerea unor valori mari ale acestora are efectul micsorarii castigului
Kalman, operatiune oarecum asemandtoare micgorarii constantei de adaptare din
cazul algoritmilor de tip scadere dupa gradient.

Mecanismul de operare a filtrului Kalman poate fi reprezentat sugestiv prin
schema-bloc din Fig. 3.5. Denumirea de “filtru” este oarecum nepotrivitd in
contextul evocat anterior, in realitate fiind vorba de un algoritm de calcul care
urmareste minimizarea unei functii de eroare §i nu de interpretarea obisnuitd de
sistem cu raspuns in frecventa selectiv. Merita subliniata posibilitatea de a extinde
acest algoritm si in cazul sistemelor neliniare, pe baza aga-numitului filtru Kalman
extins (EKF), prin liniarizarea ecuatiilor de stare in jurul punctului curent de

functionare, inlocuind practic sistemul neliniar printr-unul liniar variabil in timp.

T
X[, PInl{ castig Kalman | Actualizare _| Predictie
GIn] | X[n], P[n] | P[n+1]
T

Fig. 3.5 Schema-bloc corespunzatoare filtrului Kalman
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Tabelul 3.5: Filtrul Kalman

Variabile si parametri:

Vector de stare la iteratia n: x[n]

Matrice de tranzitie a starii de la

momentul n la iteratia (n+1): ®[nt1,n]

Vector de valori masurate la

o y[n]

iteratia n:

Matrice corespunzitoare ecuatiei

s C[n]

de masura:

Matrice de autocorelatie a Qi[n]

zgomotului asociat procesului: !

Cagtig Kalman la iteratia n: Gln]

Eroare de predictie la iteratia n: o[n]

Matrice de autocorelatie a zgomotului Q.[n]

asociat ecuatiei de masura: 2

Initializare:

Stare initiala: X[0]

Valoare initald a matricii de P[O]

autocorelatie a erorii de predictie:

Calcul iterativin=1, 2, ...

Se adapteaza valorile parametrilor de G[n] = ®[n+1,n]P[n] C[n]"*

interes: *(Cn] P[] Cn]" +Q, [n])"
o[n] = y[n]—C[n]X[n]
X[n] = X[n] +G[n]a[n]

P[n] = P[n-1] - ®[n,n+1]G[n]C[n]P[n-1]
P[n+1]" = ®[n+1,n]P[n]®"[n+1,n]+Q,[n]

3.3 Algoritmi adaptivi in domeniul frecventa

Analiza algoritmului LMS prezentatd in paragraful anterior a aratat ca valorile
constantelor de timp asociate evolutiei parametrilor unui filtru adaptiv pe parcursul
procesului de convergentd variaza invers proportional cu valorile proprii ale

matricii de autocorelatie a intrérii R. In consecinta, pentru a obtine o viteza mare de



3.3 Algoritmi adaptivi in domeniul frecventa 127

kalman.m: Functie MATLAB care implementeaza filtrul Kalman
function [x_new, P]=kalman_w(x, d, Phi, C,x_0, P_0, Q1, Q2, numlter);
% Semnificatia parametrilor de intrare este datd in Tabelul 3.5

% x_new: valoarea actualizata a vectorului de stare

% P: valoarea actualizata a matricii de corelatie a erorii

% MSE: erorea pitratici medie

Phat_old=P_0;
xhat_old=x_0;

for i=1:numlter
S=C*Phat_old*C'+Q2;
g=Phi*Phat_old*C"*inv(S);
xhat_new=xhat_old+g*(d(i)-C*xhat_old);
P=Phat_old-Phi*g*C*Phat_old;
Phat_new=Phi*P*Phi'+Q1;
xhat_old=xhat_new;
Phat_old=Phat_new;

end

x_new=xhat_old;
P=Phat_old;

convergenta este necesar ca valorile proprii s fie cat mai mari. Pe de alta parte, din
considerente legate de stabilitatea algoritmului, valoarea proprie maxima limiteaza
amplitudinea constantei de adaptare, care la rindul ei influenteaza performantele de
vitezd ale sistemului. Rezultd din aceste observatii ca este de dorit ca
“Imprastierea” acestor valori sa fie cat mai mica, situatia ideald corespunzand
conditiei ca toate valorile proprii sa fie identice, caz in care matricea de
autocorelatie R devine proportionala cu o matrice unitate. Ca urmare, variabilele de
intrare ale filtrului adaptiv devin necorelate (ortogonale) si au puteri identice. Una
constituie aplicarea unei transformari liniare adecvate, iar “candidatul” cel mai la
indemana este Transformata Fourier Discreta (DFT).

Schema-bloc a unui filtru adaptiv bazat pe utilizarea unei transformate liniare cu
efect de decorelare (ortogonalizare) a intrarilor se prezinta in Fig. 3.6 [1]. Relatiile
care descriu modul de operare al algoritmului LMS pentru un filtru care utilizeaza

pentru ortogonalizare varianta DFT (denumit intuitiv filtru adaptiv in domeniul
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frecventd) sunt prezentate in Tabelul 3.6, iar in continuare se indicd functia
MATLAB corespunzatoare utilizérii unui algoritm adaptiv de tip LMS cuplat cu

Transformata Cosinus Discreta.

Observatii:

a) alegerea DFT este dictatd 1n special de familiarizarea sporitdi a
proiectantilor cu acest instrument de analizd si nu de optimalitatea
rezultatului. In fapt, se poate arita ci alte transformate liniare, precum
Transformata Cosinus Discreta (DCT) sau Transformata Wavelet Discreta
(DWT) asigurd o reducere mai pronuntatd a gamei dinamice a valorilor
proprii ale matricii de autocorelatie a intrarii pentru clase largi de procese
aleatoare stationare [1].

b) asigurarea decoreldrii printr-una dintre transformatele enumerate anterior

este independenta de natura particulara a semnalului prelucrat.

x[n]

=TT

Transformare unitara

Wo W1 Wp-1
G cee

y[n]

+
d[n]

LMS

Fig. 3.6 Schema-bloc a unui filtru adaptiv in domeniul frecventa
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Tabelul 3.6: Algoritmul LMS in domeniul frecventa

Variabile si parametri:
Vectorul de coeficienti la T
o Wi(n] = { wo[n] wi[n] wa[n] ...w\i[n] }
iteratia n:
Vectorul de intrare la iteratia n: u[n] = {u[n] u[n-1] ... u[n-M+1] }*
M-1 _/2ﬂnk
Transformata FFT a intrarii Ulk,n]= ) u[n]le ¥ ,k=0..M-1
n=0
Ulk,n]
Normalizarea puterii*: U pmlkn] = ——=,k =0..M-1
A JPlkn]
Eroarea de estimare: e[k] = d[k] — y[k]
Calcul iterativi k=1, 2, ...
Adaptarea coeficientilor: W[k+1]=WI[k] + NUom [k]e*[k]

* Valorile individuale ale puterii pe fiecare componenta in parte se estimeaza pe

baza relatiei: Pk,n] = aP[k,n—1]+(1-a)u>[k,n] [1].

O explicatie intuitiva a motivului pentru care DFT reuseste sd asigure decorelarea
informatiilor aplicate la intrare se poate obtine facand apel la interpretarea modului
de operare al acestei transformate din perspectiva raspunsului in frecventa al
filtrelor liniare. Astfel, considerind un semnal discret X[n] avand un numar finit de
esantioane N, formula care defineste DFT este:

2mnk
N -J

X[k1=S'x[nle’ ¥ , k=1..N (3.40)

Un punct de vedere interesant este cel potrivit caruia oricare dintre esantioanele

X[k] se obtine ca rezultat al produsului de convolutie dintre semnalul x[n] si un

. 2mkn
semnal de forma h, [n] = ¢’ /N, cuindicele k fixat la una dintre valorile cuprinse

intre 1 si N. In aceste conditii semnalul h[n] poate fi interpretat ca finctia pondere

a unui filtru discret cu raspuns finit la impuls (FIR), avand raspunsul in frecventa:

H (o) = ihk[n]e ~jon (3.41)
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dct_Ims.m: Functie MATLAB care implementeaza algoritmul DCT LMS
function [W, MSE] = dct_Ims(u, d, mu, alpha, I, M);

% u - semnal de intrare

% d - semnal de iesire dorit

% mu - constanta de adaptare

% alpha - constanta pentru estimarea puterii
% K - numar iteratii

% M - ordinul filtrului adaptiv

% W - coeficientii filtrului adaptiv

% MSE - eroarea patratica medie

MSE=zeros(1,K); % alocare memorie pentru salvarea erorii experimentului curent
W=zeros(M,1); % valori initiale ale coeficientilor filtrului

X=zeros(M,1);

TW=zeros(M,1);

sigma2=zeros(M,1);

% Matricea asociata transformatei DCT

for j=1:M
T(1,j)=1/sqtt(M);
for i=2:M
T(1,))=sqrt(2/M)*cos(pi*(i-1)*(2*j-1) /2/M);
end
end
for k=1:K
X=[u(k);X(1:N)];
S=T*X; % transformata DCT aplicatd intrarii
y=TW"S; % iesitea (transformatd) a filtrului
sigma2=(1-alpha)*sigma2+alpha*S.*S; % estimarea puterii intrarii (transformate)
isigma2=1./(sigma2+gamma); % inversa puterii estimate
e=d(k)-y; % eroare de estimare
TW=TW+2*mu*isigma2.*(e*S); % actualizarea setului de coeficienti
MSE(k)=e"2; % eroarea patratica
end

In Fig. 3.7 este reprezentat grafic modulul acestei functii, care corespunde unui
filtru trece-banda avand frecventa centrald 2mk/N. Rezulta de aici cd obtinerea
tuturor celor N esantioane care definesc DFT presupune de fapt trecerea semnalului
de intrare printr-un ansamblu de filtre trece-banda, ale caror frecvente centrale sunt
raspandite echidistant pe intervalul [0, 2m]. Interpretarea acestei observatii in
contextul discutiei anterioare referitoare la decorelarea unui filtru adaptiv este

imediatad: daca filtrele trece-banda ar fi fost ideale (adica ar fi avut raspunsuri in
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frecventd sub forma unor “ferestre” dreptunghiulare care nu se suprapun) atunci
informatiile regasite la iesirea lor ar fi fost necorelate (intuitiv, “n-ar fi avut
legaturd” unele cu altele, extragind caracteristici distincte din semnalul comun de
intrare). Cum insa raspunsurile in frecventa ale fiecaruia dintre filtre ocupa in
realitate intreaga banda de frecventa [0, 27], suprapundndu-se partial, rezulta ca in
realitate toate filtrele vor extrage caracteristici comune ale intrarii, diferita fiind
numai ponderea in care diversele caracteristici se regasesc la iesirea fiecarui filtru.
O explicatie la fel de intuitivd se poate da si dintr-o perspectivd geometrica.
Pentru aceasta, reamintim mai intdi cd functia de cost de tip eroare patraticd medie
asociatd unui filtru liniar adaptiv defineste o hipersuprafatd cu aspect elipsoid in
sistemul de coordonate format de setul de coeficienti ai filtrului, ca in Fig. 3.8.
Tindnd cont de observatia potrivit cdreia o matrice Q formata din coloane
ortogonale si norma Euclidiand comund egald cu 1 — cum este cazul matricii
corespunzatoare DFT obtinute prin reunirea vectorilor hy[n] definiti anterior — este
unitard (in sensul ca Q"' = Q") si de proprietatea ci o transformare unitard permite
rotatia obiectului asupra cdruia actioneaza fard si 1i modifice forma, rezultd ca
aplicarea DFT conduce la situatia reprezentatd in Fig. 3.8 pentru cazul simplu al
unui filtru cu numai 2 coeficienti, adicd axele principale ale elipsei se apropie de
axele de coordonate [1]. In acelasi timp, devine evident si rolul etapei de
normalizare a puterilor pe fiecare componentd a DFT, anume tendinta de
transformare a suprafetei cu aspect elipsoid intr-una sfericd (din punct de vedere
matematic, efectul este de egalizare a valorilor proprii ale matricii de autocorelatie
a semnalului obtinut in urma aplicarii DFT).
Este important de subliniat cd o analizd riguroasd a eficientei utilizarii
transformatelor ortogonale asupra vitezei de convergenta a filtrelor adaptive liniare
depinde de clasa semnalelor de intrare considerate. Un exemplu in acest sens este
prezentat in [1] pentru asa-numitele procese aleatoare de tip Markov de ordinul 1
(obtinute prin aplicarea unui semnal de tip zgomot alb la intrarea unui filtru trece-
jos de ordinul I), care indica reducerea semnificativa a imprastierii valorilor proprii
ale matricii de autocorelatie a intrérii folosind variantele DFT si DCT. Utilizarea

Transformatei Wavelet Discrete (DWT) este abordata in [5].



132 CAPITOLUL 3: FILTRARE ADAPTIVA
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Fig. 3.7 Raspunsul in frecventa al unui filtru trece-banda corespunzator FFT

Fig. 3.8 Efectul transformarii unitare si normalizarii asupra functiei de eroare

3.4 Discutie asupra algoritmilor adaptivi

Exista o serie de aspecte atat de ordin teoretic cat si practic care meritd discutate
in contextul utilizarii algoritmilor adaptivi. Acestea vizeaza conditii, constrangeri,
ipoteze si restrictii care influenteazd in mod nemijlocit comportarea sistemelor
bazate pe folosirea acestor instrumente de procesare a semnalelor si fixeaza cadrul
adecvat functionirii corecte a aplicatiilor avute in vedere. In cele ce urmeazi vom
trece 1n revistd o parte dintre aceste elemente, cu accent pe aspectele specifice
algoritmilor LMS si RLS descrisi In paragraful anterior, referitoare in special la
performantele acestora si la implementarea hardware folosind procesoare numerice

de semnal.
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Convergenta algoritmului LMS

Utilizarea unor marimi estimate 1n locul valorilor exacte ale parametrilor
statistici implicati Tn formularea algoritmului de tip scadere dupa gradient are
numeroase efecte asupra comportarii algoritmului LMS, in particular asupra
convergentei acestuia. Justificarea teoreticd riguroasa a convergentei se face, de
reguld, in conditiile asa-numitei teorii a independentei (statistice), care se bazeaza
pe urmatoarele ipoteze simplificatoare [4]:

- “ferestrele” de timp succesive aplicate la intrarea filtrului, adica vectorii u[1],
u[2], ... sunt considerati statistic independenti

- la momentul n, vectorul de intrare u[n] este statistic independent fatd de toate
valorile anterioare ale semnalului dorit d[1], d[2], ..., d[n-1]

- la momentul n, semnalul dorit d[n] este independent statistic fata de toate valorile
sale anterioare d[1], d[2], ..., d[n-1]

- la orice moment de timp, semnalul de intrare u[n] si cel dorit d[n] respecta o
distributie normala (gaussiana).

Este interesant de mentionat faptul cd, in practica, aceste conditii nu sunt
intotdeauna respectate cu exactitate (sau valabilitatea lor este dificil de verificat) si
totusi algoritmul LMS functioneaza cu bune rezultate. In particular, prima ipotezi
simplificatoare este rareori valabild, deoarece 2 ferestre de timp succesive vor avea
in comun majoritatea esantioanelor (daca insd semnalele discrete aplicate la intrare
nu reprezintd serii de timp, ci secvente spatiale — de exemplu, ca in cazul antenelor
adaptive — atunci conditia este mai usor de indeplinit). Existd posibilitatea de a
analiza convergenta algoritmului LMS si fard a face apel la constrangerile
anterioare, 1n conditiile in care constanta de adaptare are valori mici [4].

Un alt efect al lucrului cu valori estimate se manifestd in modalitatea de calcul a
curbei care desemneaza evolutia In timp a erorii patratice medii Jy(n) (asa-numita
curbd de invdtare). In cazul algoritmului de tip scidere dupa gradient expresia
acestei marimi este indicata n relatia (3.14), in care intervine o operatie de mediere
prin intermediul actiunii operatorului statistic £{}. Pe de altd parte, In cazul
algoritmului LMS intervine zgomotul de gradient, astfel incat modificarea valorilor

coeficientilor filtrului nu se face intotdeauna strict in sensul descresterii erorii.
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Acest aspect impune ca, in practica, sa fie necesare experimente repetate folosind
aceeasi valoare a constantei de adaptare si pornind din aceleasi valori initiale ale
coeficientilor filtrului, iar datele de intrare si de iesire doritd si fie extrase ca
realizari individuale ale unor acelorasi procese aleatoare. Se obtine astfel un
ansamblu de curbe de invitare zgomotoase, care prin mediere aritmeticd vor
conduce la o curba care, la limitd, va corespunde cu evolutia functiei J[n] din
relatia (3.18). Aceastd concluzie este valabild insa doar daca valoarea constantei de
adaptare utilizate este suficient de mica, in caz contrar apar diferente intre cele 2

functii de eroare [6].

Efectul rezolutiei finite

Studiul algoritmilor adaptivi, In particular analiza convergentei acestora, se face
de reguld in conditiile in care valorile marimilor implicate (semnale de intrare si de
iesire, coeficienti ai filtrului, rezultate intermediare) sunt considerate ca fiind
numere reale, altfel spus precizia de lucru este consideratd teoretic infinita. In
practica insd, atunci cand astfel de tehnici de prelucrare a semnalelor urmeaza a fi
implementate folosind procesoare numerice de semnal (sau, dupd caz,
microprocesoare de uz general) suntem nevoiti sd folosim o rezolutie finita, cu alte
cuvinte marimile de interes vor fi reprezentate prin cuvinte binare avand un numar
finit de biti. Ca urmare, apar binecunoscutele erori de cuantizare, a caror
identificare, modelare si tratare corecta vor avea efecte decisive asupra functionarii
previzibile a algoritmului. Existd doud surse ale acestor erori: a) procesul de
conversie analog-numericd a semnalelor prelucrate, in care aspectele esentiale
vizeaza caracterul uniform sau neuniform al pasului de cuantizare, codul binar
utilizat in reprezentarea datelor, precum si nivelul zgomotului de cuantizare
generat; b) procesul de trunchiere/rotunjire a rezultatelor calculelor aritmetice, care
conduce la erori ale cdror proprietati statistice sunt diferite de cele specifice
conversiei analog-numerice (de exemplu, valoarea medie a erorilor de
trunchiere/rotunjire poate fi nenuld). In cazurile cele mai neplicute astfel de erori
se pot acumula progresiv, conducand in final la saturarea valorilor marimilor de
interes. Aceastd situatie corespunde unei instabilitati numerice a algoritmului

considerat si, foarte important, nu poate fi evitatd prin cresterea suplimentard a
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rezolutiei folosite. Pentru a minimiza efectele acestor erori, procesoarele de semnal
moderne includ registri de lucru (in care se stocheaza rezultatele intermediare) de
lungime mult mai mare decat rezolutia utilizatd in reprezentarea rezultatelor finale
(bitii suplimentari se numesc biti de garda).

Pe de altd parte, performantele unui algoritm numeric stabil vor fi evident
influentate de dimensiunea cuvintelor binare, iar parametrul denumit acuratete
numerica indicd tocmai care este rezolutia necesard pentru ca dinamica si
parametrii caracteristici ai algoritmului sa se plaseze suficient de aproape de cei ai
versiunii necuantizate. Din acest punct de vedere sunt cunoscute solutii
constructive (de exemplu, arhitecturile de tip latice) sau de sistem (algoritmul
leaky-LMS) care ofera robustete sporitéd in raport cu aparitia acestor erori.

In final acestor consideratii, s mentionam ca procesul de cuantizare este in esenti
un fenomen neliniar $i, ca urmare, analiza teoreticd a convergentei, stabilitatii si
dinamicii acestuia este mult mai dificild decat in cazul versiunii liniare ideale.

In cazul algoritmului LMS, se demonstreazi ca setul de coeficienti ai filtrului
reprezintd parametrii cei mai sensibili la aparitia erorilor de cuantizare [4]. Se poate
calcula o marime de gen misdjustment care masoara amplitudinea perturbatiei
introduse prin considerarea valorilor cuantizate ale coeficientilor in raport cu cele
exacte, a carei mdrime, ca si in cazul altor caracteristici, va depinde atat de
constanta de adaptare cat si de valorile proprii ale matricii de autocorelatie a
intrarii. Una dintre cele mai des utilizate solutii de stabilizare a comportarii acestui
algoritm o reprezinta varianta leaky-LMS, care urmareste minimizarea simultana a
erorii de estimare dar si a amplitidinii coeficientilor filtrului. Functia de cost

folosita este in acest caz de forma:
J[n] = & [n)+a|Wn]| (3.42)

unde o este un parametru pozitiv, iar minimizarea acesteia conduce la formularea

urmatoarei expresii pentru modalitatea de actualizare a coeficientilor:

wn +1] = (1-neywin] + ne[nu[n] (3.43)

Exceptie facand de factorul care pondereaza primul termen, relatia anterioara este

identica practic cu versiunea standard. Se poate arata ca includerea acestui factor
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este echivalentd cu introducerea, peste semnalul de intrare original, a unui zgomot
alb cu valoare medie nula si dispersie a, denumit dither [4].

Exista 2 tipuri de erori care pot fi intdlnite In cazul implementarii hardware a
algoritmului LMS [4, 9]:

a) fenomenul denumit stalling apare atunci cand termenul de corectie a setului de
coeficienti ai filtrului — calculat tinand cont de cuantizare! — are amplitudine prea
micd (mai micd decdt cel mai putin semnificativ bit — LSB), adica

|77e[n]u[n—i]|$ LSB. Implicatia acestei observatii este imediatd: valoarea constantei

de adaptare m nu poate fi aleasa oricat de mica, desi acest lucru ar fi fost de dorit
din perspectiva minimizarii zgomotului de gradient si a apropierii dinamicii de cea
a algoritmului de tip scddere dupa gradient.
b) “alunecarea parametrilor” (parameter driff) se refera la posbilitatea ca, in
anumite situatii, valorile coefiecientilor filtrului sa tinda sa cresca oricat de mult (in
practica valorile lor se satureaza la nivelele maxime posibil de reprezentat folosind
rezolutia aleasd), desi semnalele de intrare si eroarea de estimare ramén marginite.
Fara a intra in amanunte, sd mentionam totusi cd acest fenomen nedorit este cauzat
de utilizarea drept intrari a unor clase de semnale particulare, iar constanta de timp
specificd manifestarii acestor erori este extrem de mare, astfel Incat detectarea lor
prin simulari tipice este greu de realizat (numarul de iteratii necesar depaseste cu
mult valorile uzuale).

In cazul algoritmului RLS (ca, de altfel, si in cazul filtrului Kalman) se manifesta
o instabilitate numerica generata de faptul ca inversa matricii de autocorelatie a
erorii de estimare, notatd P[n] in Tabelul 3.4 — care trebuie sa fie o matrice pozitiv
definita! — este calculatd prin diferenta a 2 matrici care nu sunt neaparat pozitiv
definite (conform ultimei relatii din tabel). O solutie care pastreazd nealterat
caracterul pozitiv-definit al matricii P[n] este indicatd in [12], in care se calculeaza
efectiv numai valorile matricii situate deasupra diagonalei principale, iar restul se
completeazd prin simetrie. De asemenea, fenomenul de stalling amintit anterior
poate apare si in cazul algoritmului RLS, mai ales daca factorul “de uitare” A

folosit in actualizarea matricii P[n] este apropiat de valoarea 1. Solutia practicd o
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reprezintd calculul valorilor acestei matrici folosind un registru de acumulare cu o

lungime mare, adica avand un numar suficient de biti de garda.

Filtre adaptive de tip IR

Existd aplicatii practice care necesitd utilizarea unor filtre FIR de ordin foarte
mare. Intirzierea mare introdusd, ca si cresterea volumului de calcul sugereazi
posibilitatea folosirii ca alternativa a unui filtru adaptiv de tip IIR. Analiza teoretica
a unor algoritm adaptivi aplicati unor astfel de filtre a fost facutd in literatura in
special In cazul aplicatiilor de tip identificare de sistem [10]. S-au utilizat cu
precadere modele statistice de tip ARMA (autoregresiv cu medie alunecatoare), la
care iesirea filtrului este descrisa de o relatie de forma:

N

ylnl= - alklyln-il+ Zb[j]u[n -J] (3.44)

i=1

unde a[k] si b[j] sunt coeficienti numere reale. Au fost formulate 2 metode de
adaptare a valorilor acestor coeficienti [10]:

- metoda output-error aplica o procedura de tip scddere dupa gradient asupra unei
functii de cost de tip eroare patraticd medie. Dezavantajele acestei solutii sunt
legate pe de o parte de instabilitatea potentiald (nu putem garanta cd, in decursul
procesului de adaptare, polii filtrului vor ramane intotdeauna in domeniul de
stabilitate, astfel Incat sunt necesare masuri speciale de garantare a stabilitatii), iar
pe de alta parte de faptul ca functia de cost nu mai prezinta o valoare minima unica,
asa cum se intampla in cazul filtrelor FIR, ci va avea o multitudine de valori
minime locale, astfel incat initializarea coeficientilor va avea o importanta
hotaratoare in fixarea performantelor acestuia.

- metoda equation-error elimina acest ultim neajuns, inlocuind in membrul drept
al ecuatiei anterioare valorile propriu-zise ale iesirii filtrului cu valorile intarziate
ale semnalului dorit:

yin] =—Za[k]y[n-i] + > blj1d[n- j] (3.45)

Jj=0

In acest fel insi filtrul obtinut nu mai este identic cu cel initial, motiv pentru care

ecuatia anterioard, Insotitd de un algoritm de tip scddere dupa gradient pentru
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determinarea coeficientilor, este folositd in special in faza de inceput a procesului
de adaptare, dupa care se revine practic la o functionare de tip output-error.

O solutie superioara este furnizatd de o clasd de filtre care “Imprumutd”
caracteristicile optime ale ambelor tipuri de filtre discrete. Acestea respectd in
continuare o arhitecturd de tip FIR, insa inlocuiesc actiunea operatorului clasic de
intarziere prin operatori particulari, corespunzatori unor filtre IIR. Un exemplu in
acest sens il reprezinta filtrele de tip Laguerre [9], a caror arhitectura se prezinta in

Fig. 3.9. Functiile de transfer implicate sunt descrise prin relatiile:

-1 2
7 - l-«
Liz,a)=N1-0’ —— ; Ly(z,a) = —— (3.46)
l-az l-az
Se observi astfel ca operatorul de intarziere z' este inlocuit printr-un filtru de tip
trece-tot de ordinul I (exceptie face functia de transfer L(z, o), care corespunde
unui filtru trece-jos), al carui unic pol este plasat in domeniul de stabilitate daca
este indeplinita conditia |0{|<1 .
Un alt caz particular il reprezintd asa-numitele filtre gamma [8], la care operatorul
de intarziere este inlocuit prin functia de transfer:

I(z)= + (3.47)

~(1-u)

stabilitatea fiind asiguratd pentru domeniul de valori 0 <u < 2.

x[n]

T Lo(z, ) I: L(z, o) T — L(z, a) _l

Fig. 3.9 Filtru de tip Laguerre

Analiza comparativa LMS-RLS

Desi nu au fost prezentate demonstratii riguroase ale convergentei celor 2
exemple importante de algoritmi adaptivi descrisi In cuprinsul acestui paragraf,
meritd sd mentionam totusi o serie de concluzii raportate in literatura, cu implicatii

semnificative 1n utilizarea practica a acestora:
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- evolutia in decursul procesului de adaptare a erorii (patratice) de estimare este
descrisa de regula prin asa-numita “curba de invitare” (learning curve), care se
traseaza separat pentru fiecare experiment In parte, urmand ca prin mediere
aritmeticd sa se obtind o caracteristicd apropiatd de valoarea teoreticd a erorii
patratice medii (experimentele individuale au in comun acelasi set de valori initiale
ale coeficientilor filtrului adaptiv, precum s§i caracteristicile statistice ale
semnalelor de intrare si iesire doritd). Viteza de convergenta a algoritmului RLS
este mult mai mare decat a algoritmului LMS, tipic cu un ordin de marime, insa
volumul de calcul necesar pentru efectuarea unei singure iteratii este de asemenea
mult sporit.

- teoretic, algoritmul RLS poate converge cétre solutiile optime corespunzatoare
rezolvarii setului de ecuatii normale (3.32), cu alte cuvinte parametrul
misadjustment se poate anula.

- definitia notiunii de convergenta in cazul ambilor algoritmi face distinctia intre
convergenta in valoare medie §i cea In valoare patraticd medie. Spre deosebire de
LMS, in cazul RLS aceste definitii nu sunt influentate de Tmprastierea valorilor
proprii ale matricii de autocorelatie (temporald) a intrarii.

- existd numeroase aplicatii practice importante in care un filtru adaptiv evolueaza
intr-un mediu nestationar, cdnd proprietatile statistice ale semnalelor de intrare si
de iesire doritd variaza in timp. In aceste conditii, algoritmului utilizat i se cere nu
numai sa asigure convergenta coeficientilor filtrului cétre valorile optime, dar sa fie
capabil si sd urmarescd modificarea permanentd a pozitiei acestor valori optime.
Performantele de urmarire (¢racking) sunt puternic dependente de natura aplicatiei
considerate §i de particularititile marimilor statistice implicate. De multe ori
algoritmul LMS are totusi o evolutie mai robusta decat RLS in astfel de situatii,
astfel Incat acest argument, alaturi se simplitatea sporitd, constituie motive pentru

a-1 prefera in aplicatii.

Filtre adaptive neliniare
in cuprinsul acestui paragraf ne-am ocupat numai de clasa algoritmilor adaptivi
utilizati pentru determinarea valorilor optime ale coeficientilor unor filtre discrete

liniare, capabili sa rezolve probleme pentru care nu beneficiem de informatii exacte
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privind marimile statistice de interes sau pentru care rezolvarea directd, de regulad
prin metode algebrice, presupune un volum mare de calcul si sensibilitate la
aspectele de naturd numerica. Existd insd si posibilitatea de a extinde aceste
principii de operare si la sisteme cu carecter neliniar, exemplul cel mai elocvent
fiind oferit de asa-numitele refele neurale artificiale. Desi nu exista o definitie
general acceptatd, majoritatea cercetatorilor sunt de acord ca acestea reprezinta
ansambluri de elemente de procesare simple, interconectate prin canale de
comunicatii prin care se propaga informatie numericad. Din perspectiva istorica,
multe dintre ideile vehiculate Tn acest context sunt motivate de dorinta de a construi
sisteme capabile sd rezolve cu succes sarcini uzuale pentru creierul uman precum
intelegerea vorbirii sau recunoasterea formelor. In fapt, aceastid abordare s-a
dovedit utila in special pentru probleme dificil de formalizat sub forma unui
algoritm (adica a unei “retete” care sd garanteze rezultatul), situatie care presupune
o intelegere profundd a aplicatiei considerate. Majoritatea retelelor neurale
utilizeazd mecanisme pe baza cérora intensitatea legaturilor dintre neuroni sunt
ajustate 1n functie de calitatea raspunsului la stimuli externi. Ajungem astfel la
principala trasdturd a acestor sisteme, anume capacitatea de a invdfa pe baza de
exemple, folosind “experienta” anterioara pentru a-si Imbundtati permanent
performantele, dar si de a oferi un anumit grad de generalizare, care se traduce
printr-un raspuns adecvat la informatii de intrare care nu au fost folosite in faza de
“antrenare”.

Se pot identifica doud directii distincte inspre care este canalizatd atentia
cercetdtorilor din domeniul retelelor neurale. Prima o reprezinta identificarea unor
modele plauzibile din punct de vedere biologic pentru neuronii elementari §i structura
de interconexiuni dintre acestia. Interesul este justificat de preocupérile pentru
studierea creierelor naturale si de nivelul tehnologic actual, in speranta ca intr-o zi
vom putea reproduce artificial performantele remarcabile ale acestora. Cea de-a doua,
pe care am putea-o denumi "inginereasca", 1si propune un scop mai putin ambitios dar
la fel de necesar, anume identificarea unor principii de procesare suficient de
simple si robuste, dependente de un numir relativ restrans de parametri si care

sa poata fi folosite pentru rezolvarea unor probleme concrete.
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Gama aplicatiilor in care se utilizeaza retelele neurale artificiale este extrem de vasta,
extinzandu-se mult 1n afara preocuparilor legate de tehnica in general si de electronica
in particular. In ultimii ani au fost raportate rezultate foarte incurajatoare privind
folosirea acestora in medicind, finante sau constructia de automobile si viitorul va
demonstra cu sigurantd inmultirea si diversificarea acestor exemple. Aceastd abordare
s-a dovedit utild si in cazul unor probleme "clasice", ca de exemplu conversia analog-
numerica sau calculul de transformate liniare.

Retelele neurale artificiale sunt caracterizate de 3 elemente: modelul adoptat pentru
elementul de procesare individual (neuronul), structura particulara de interconexiuni
(arhitectura) si mecanismul de ajustare a legaturilor dintre neuroni (algoritmul de
invatare). Aspectul neliniar intervine in mod nemijlocit in descrierea neuronului
elementar, pentru care asa-numitul model aditiv, reprezentat in Fig. 3.10, este de
departe cea mai frecventa optiune. Caracterul adaptiv se manifestd prin actiunea
algoritmului de invatare, pentru care au fost formulate numeroase clase de metode,
unele dintre cele mai cunoscute fiind bazate, de exemplu, din nou pe mecanismul de

scadere dupa gradient.

Sumator  Functie de activare
L

Intran

Ponderi e Ponden

Fig. 3.10 Modelul aditiv pentru neuronul elementar

Tipul de retea neurald care se apropie cel mai mult de categoria filtrelor liniare
analizate anterior il reprezintd cele denumite Radial Basis Functions (RBF) [3], a

caror arhitectura se prezinta in Fig. 3.11.
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Ponderi fixe Ponderi adaptive
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Fig. 3.11 Arhitectura de tip Radial Basis Functions

Relatia care descrie legatura intrare-iesire este formulata astfel:
F) =wy+ Zwg (X -C (3.48)

in care: ||.|| reprezinta distanta (in general, Euclidiand) intre doi vectori apartindnd unui
spatiu multidimensional, ¢; reprezintd functii neliniare alese dintr-un set de functii
tipice, vectorii C' (avand aceeasi dimensiune cu cei de intrare) se numesc centri, iar w;
sunt coeficienti scalari. Mecanismul de selectare a centrilor este ghidat de principiul
ca numarul si pozitiile acestora sa ofere o aproximare cat mai fideld a densitatii de
repartitie a datelor de intrare. Odatd alese acesti parametri, valorile setului de
coeficienti w; rezultd in urma aplicrii unui algoritm adaptiv din “arsenalul” celor
specifici filtrelor liniare, de regula chiar algoritmul LMS. De altfel, in raport cu
semnalele de la iesirea neuronilor avand functiile de activare ¢;, ne putem imagina o
retea neurald de tip RBF ca fiind un simplu filtru FIR, cu aceleeasi avantaje privind
viteza sporitd de convergentd si unicitatea solutiei finale (se poate arita cd in cazul
altor modele de retele neurale, neliniaritatea functiei de activare implicd un aspect
puternic neregulat al erorii patratice medii, caracterizat de prezenta a numeroase valori
minime locale). O posibilitate de generalizare a arhitecturii o reprezinta inlocuirea

valorilor scalare ale setului de coeficienti w; prin filtre discrete, de regulé de tip FIR.
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3.5 Aplicatii ale filtrelor adaptive

In cele ce urmeaza prezentam o serie de exemple concrete de utilizare a algoritmilor
adaptivi prezentati anterior in aplicatii de procesare de semnal, ilustrand diferentele
dintre performantele acestora si influenta diversilor parametri specifici asupra vitezei

de convergenta, dinamicii si calitatii solutiei finale obtinute.

Predictie liniara

In acest tip de aplicatii rolul filtrului adaptiv este de a aproxima cAt mai bine
valoarea unui semnal la un moment dat pe baza unui numar finit de valori anterioare
ale acestuia. Ideea fundamentald care justifica atingerea unui asemenea obiectiv
constd 1n supozitia cd valorile succesive ale semnalului analizat respectd in mod
obiectiv o dependenta functionala (in cazul cel mai simplu, liniard) dependenta de un
numar limitat de parametri, ale caror valori pot fi estimate folosind un algoritm
adaptiv adecvat. In cazul liniar, modelele considerate se aleg de reguld dintre
urmatoarele 3 variante: autoregresiv (AR), cu medie alunecitoare (MA), respectiv
combinatia acestora (ARMA). Numarul de parametri care descriu modelul (si care
definesc ordinul acestuia) se estimeazi folosind criterii statistice consacrate. In unele
situatii informatia de iesire este dependentd nu numai de valorile anterioare ale
semnalului analizat, ci si ale altor semnale. In plus, natura acestei dependente poate
varia in timp, sistemul adaptiv fiind fortat sa asigure pe de o parte convergenta rapida
a valorilor parametrilor §i pe de altd parte urmarirea modificarilor aparute in procesul
fizic analizat. Exemple practice de aplicatii sunt tehnica LPC (Linear Predictive
Coding) utilizata in prelucrarea semnalelor vocale, metoda ADPCM (Adaptive
Differential Pulse Code Modulation) folosita in transmisiuni de date, predictia seriilor
financiare.

Ca exemplu, sd consideram un proces aleator de tip AR de ordinul 2, generat pe
baza ecuatiei cu diferente:

u[n]+au[n—1]+ Bu[n—1] = v[n] (3.49)

unde v[n] este un zgomot alb cu valoare medie nuld si dispersie 6,7, iar o si p
reprezintd paremetri scalari reali, alesi astfel incat radacinile ecuatiei caracteristice

asociate acestei ecuatii cu diferente sa fie plasate in interiorul cercului de raza
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unitate. In mod concret, si presupunem o = p = -0.5, 6,> = 1. Urmarim si
determindm valorile succesive ale semnalului u[n] (care va juca acum rolul
semnalului dorit d[n] utilizat in formularea ecuatiilor Wiener-Hopf) folosind drept
semnal de intrare vectorul bidimensional {u[n-1], u[n-2]}. In acest scop folosim
algoritmul de tip scadere dupa gradient, iar rezultatele experimentale se prezintd in
Fig. 3.12. Se pot trage urmatoarele concluzii: a) cu cat valoarea constantei de
adaptare este mai mare cu atat creste viteza de convergenta (catre o aceeasi valoare
minima a functiei de eroare!); b) cu cat imprastierea valorilor proprii ale matricii de
autocorelatie a intrarii este mai mare cu atat viteza de convergenta scade; c) curbele
de contur constant corespunzatoare erorii patratice medii sunt de forma unor elipse
(in figura este trasatd cate o elipsd pentru fiecare actualizare a setului de coeficienti
ai filtrului). Daca se alege o valoare prea mare a constantei de adaptare atunci

algoritmul nu mai converge.

Egalizarea canalelor de transmisiuni de date

Egalizarea canalelor de transmisiuni reprezintd o aplicatie tipica de modelare
inversd (deconvolutie), conform schemei-bloc din Fig. 3.3c. Presupunidnd ca

sistemul necunoscut este liniar §i are functia de transfer P(z), filtrul adaptiv ar

trebui sa realizeze in mod ideal functia de transfer H (z):%)(z) . Din punct de

vedere practic trebuie sd tinem cont de urmatoarele aspecte:

- sistemul ce urmeazd a fi modelat introduce de reguld intarzieri, care trebuie
compensate decaland in mod corespunzator semnalul dorit de la iesirea filtrului
adaptiv. Pentru filtrele FIR cu faza liniar variabila se cunoaste cd aceasta intarziere
este egald cu jumatate din ordinul filtrului.

- intotdeauna vor apdrea zgomote suprapuse peste semnalele utile, acestea vor
afecta in sens negativ determinarea modelului invers (rezultate satisfacatoare se
obtin daca zgomotul este considerat alb, cu valoare medie nuld).

- riguros vorbind, un filtru FIR poate constitui modelul invers al unui sistem
necunoscut doar dacé acesta are numai poli, nu §i zerouri (altfel spus, un filtru IIR

nu poate fi modelat perfect folosind un filtru FIR de ordin finit).
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- semnalul de intrare trebuie sa fie capabil sa excite toate modurile (frecventele
naturale) corespunzatoare functiei de transfer a sistemului modelat, in caz contrar
unele moduri nu vor fi observabile si deci nu vor putea fi modelate. Din acest
motiv se preferd aplicarea la intrarea sistemului modelat a unui semnal cu spectru

bogat, de tip zgomot alb.

| | | I |——pn=0.01
e — - - - - - o — Lt ol BN

| | | | u=0.05

| | | | |

MSE

30 [
Iteratii

a) b)

w(2)

w(2)

c)
Fig. 3.12 Predictie liniara: a) evolutia erorii patratice medii in functie de constanta de
adaptare; b) evolutia erorii patratice medii in functie de imprastierea valorilor proprii ale
matricii R (p=Anax/Amin); €) curbe de contur constant ale erorii patratice medii si evolutia
setului de coeficienti ai filtrului adaptiv
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In mod concret, sa presupunem un canal de transmisiuni avand functia pondere:

0.5 *{1+cos(2—ﬂ[n—2]ﬂ , n=1,2,3
h[n] = W (3.50)

0,in rest

la intrarea caruia se aplica o secventa aleatoare binara bipolard, cu valoare medie
nula si dispersie unitara. Parametrul W influenteaza gradul de distorsiune introdus
de canal si, implicit, Tmprastierea valorilor proprii ale matricii de autocorelatie a
semnalului de intrare in filtrul adaptiv. in plus, se considerd ci pe canal se
suprapune si un nivel de zgomot v[n] cu valoare medie nuli si dispersie o,” =
0.001. Filtrul adaptiv este de tip FIR, de ordin M=11. Intarzierea totala introdusa pe
calea de propagare a semnalului este egald cu jumatate din suma ordinelor
functiilor de transfer ale canalului si filtrului adaptiv, adicd A = 7 perioade de tact.
Schema-bloc a aplicatiei se prezintd in Fig. 3.13, iar algoritmul utilizat este
varianta standard LMS. In Fig. 3.14a se prezinta evolutia erorii patratice medii in
raport cu Tmprastierea valorilor proprii ale matricii de autocorelatie a intrarii R: se
observa, ca si in exemplul de predictie analizat anterior care utiliza algoritmul de
scadere dupa gradient, ca viteza de convergentd scade odatd cu cresterea
imprastierii. Efectul constantei de adaptare este ilustrat in Fig. 3.14b, de unde
rezultd din nou cd odatd cu cresterca valorii acesteia creste si viteza de
convergentd, insa “pretul” platit se referd pe de o parte la cresterea zgomotului de
gradient, iar pe de alta parte la stabilizarea erorii patratice medii in jurul unei valori

mai mari.
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Fig. 3.13 Schema-bloc a unei aplicatii de egalizare adaptiva
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Fig. 3.14 Evolutia erorii patratice medii: a) In raport cu imprastierea valorilor proprii ale
matricii de autocorelatie a intrarii; b) in raport cu valoarea constantei de adaptare
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